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摘 要：对车联网领域蜂窝车联网（C-V2X，Cellular Vehicle-to-Everything）分布式拥塞控制（DCC，Distributed 

congestion control）在动态需求下的适应性问题进行了研究，提出了基于行动限域深度 Q 网络（AC-DQN，

Action-confined deep Q-network）的单层和双层架构的自适应 DCC 算法，实现动态优化车对车（V2V，Vehicle-

to-Vehicle）通信参数以提高网络数据包传输率（PDR，Packet Delivery Ratio）。该算法通过在行动域中选定范围

限定的子行动域，并在子行动域中确定具体行动，实现自主调整通信参数以适应不同环境，从而缓解信道拥塞。

采用集中训练、分布式部署模式，且适用于高维状态动作空间的深度强化学习（DRL，Deep reinforcement 

learning）算法。仿真结果表明，与现有 C-V2X DCC 算法相比，所提算法在 PDR 和吞吐量方面表现更优。
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Abstract: This study investigates the adaptability issue of distributed congestion control (DCC) for cellular vehicle-to-

everything (C-V2X) in vehicular networks under dynamic demands. It proposes adaptive DCC algorithms based on 

action-confined deep Q-network (AC-DQN) with single-layer and dual-layer architectures, achieving dynamic optimiza‐

tion of vehicle-to-vehicle (V2V) communication parameters to improve the packet delivery ratio (PDR). The algorithm au‐

tonomously adjusts communication parameters to adapt to different environments by selecting a range-limited sub-action 

domain within the action domain and determining specific actions within the sub-action domain, thereby alleviating chan‐

nel congestion. It employs a centralized training and distributed deployment mode and is suitable for deep reinforcement 

learning (DRL) algorithms with high-dimensional state-action spaces. Simulation results show that compared to existing 

C-V2X DCC algorithms, the proposed algorithm performs better in terms of PDR and throughput.
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0　引言

在车联网通信领域，蜂窝车联网（C-V2X,Cel‐

lular Vehicle-to-Everything）技术作为未来智能交通

系统的关键支撑，正迅速发展并受到广泛关注[1]。

然而，随着车辆数量的不断增加，尤其是在高密度

交通场景中，无线信道资源的有限性导致其容易过

载，进而引发通信拥塞。这种拥塞不仅会降低通信

效率，还可能影响车辆的安全性和交通流畅性[2]。

因此，如何有效管理和优化无线信道资源，避免拥

塞的发生，成为当前车联网通信领域亟待解决的重

要问题。

分布式拥塞控制（DCC,Distributed Congestion 

Control）算法被认为是解决这一问题的核心方

案[3]，其通过动态调整通信参数来优化资源分配，

从而缓解信道拥塞。然而，现有DCC算法在动态

适应性和多参数优化方面存在显著不足[4]。一方

面，现有算法缺乏对动态服务质量（QoS,Quality 

of Service）需求的自适应调节能力，难以在复杂多

变的交通和通信环境中精准达成性能目标[5]。另一

方面，现有算法在传输功率、数据包速率[6]及调制

与 编 码 方 案 （MCS, Modulation and Coding 

Schemes）等关键参数的协同优化中存在平衡性瓶

颈[7][8]，无法实现全局最优的资源分配。

鉴于上述挑战，本研究提出了一种基于行动限

域深度 Q 网络（AC-DQN,Action-confined Deep Q-

Network）的自适应DCC算法。该算法的核心创新

在于通过行动限域技术，将复杂的动作空间划分为

多个子行动域，并在子行动域中动态选择最优动

作，从而实现多通信参数的高效联合调整。这一方

法不仅有效降低了算法的计算复杂度，还显著提升

了算法在动态环境下的适应性。此外，本研究首次

将行动限域的深度强化学习技术应用于车联网

DCC问题，提出了分层控制的多层强化学习架构，

包括单层和双层模型。双层模型通过将第一层的输

出作为第二层的输入，进一步优化了动作选择的精

度和效率，为解决高维状态动作空间问题提供了新

的思路。

本研究提出的 AC-DQN 算法旨在通过创新的

行动限域技术和分层强化学习架构，解决现有

DCC 算法在动态适应性和多参数优化中的不

足[9][10]，为C-V2X网络的高效通信和拥塞控制提供

一种全新的解决方案。该算法不仅能够有效应对动

态交通环境中的复杂需求，还能够显著提升系统的

整体性能和可靠性，为未来智能交通系统的安全、

高效运行提供支持。

1　相关工作

随着车联网技术的不断发展，通信场景变得更

加复杂和动态化。为确保通信过程中的高效性与可

靠性，人们越来越关注在车对车（V2V）中开发和

实施分布式拥塞控制（DCC）方法。主要目标是管

理网络拥塞并增强V2X通信的可靠性[11-13]。由于不

同研究中控制策略和性能指标的多样性，难以比较

不同的DCC方法，因此，标准化组织ETSI开发了

性能评估标准，并提出了统一的跨层 DCC 框架。

本研究将重点关注优化两个主要指标的DCC方法：

每链路吞吐量（PLT,Per-Link Throughput）和数据

包接收率（PDR,P acket Delivery Rate）[3]。

较高的PLT值表明通信吞吐量更高，反映了信

道的利用效率更高。PDR是通过将接收到的数据包

数量除以发送的数据包数量来计算的[3]，因此它作

为网络内成功通信的衡量标准。较高的 PDR值意

味着更好的信号接收[14]，确保关键的安全和交通信

息在车辆之间有效通信。本研究关注这些优化目标

及其对网络效率的影响，旨在提供对V2V中DCC

的见解，同时指出未来探索和开发的可能方向。

文献[15]中的联合功率和速率算法可以为不同

车辆设置不同的优先级，引入了V2V通信中的公

平性，并通过多种场景的仿真验证了该算法的性

能。在文献[16]中，作者提出了一种基于感知的混

合信标算法，该算法以驾驶员状态为参考条件，并

将其广播给附近的车辆，然后共同决定调整传输范

围和功率，以提高安全性。在文献[17]中，作者提

出了一种将实时交通流感知与信道拥塞状态相结合

的方法，利用分布式网络效用最大化来提高信道利

用率。文献[18]通过“分阶段取消关键消息速率控

制”的混合策略，在保证信道不拥塞的前提下，解

决了安全关键型机动协调消息在V2X网络拥塞时

被延迟或丢弃的难题。文献 [19]通过 VISSIM 与

WiLabV2Xsim的跨层协同仿真，定量分析了分布

式拥塞控制对协同自适应巡航控制性能的影响。研

究[20]首次实现了设施层多信道拥塞控制（MCO-

FAC, Facility layer multi-channel congestion con‐
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trol），采用自适应 DCC 算法实时计算可用资源并

按优先级分配，通过 Docker 虚拟化环境验证了其

能有效控制信道负载并实现服务差异化。

近年来，深度强化学习（DRL,Deep Reinforce‐

ment Learning）在无线通信领域展现出强大的潜

力，能够有效提升系统的性能和适应性[21]。但现有

的基于DRL的拥塞控制方法大多集中在传统模型

上，这些模型在复杂环境下的表现仍有待提

升[22][23]。例如，一些集中式DRL拥塞控制方案虽然

提升了C-V2X通信的可靠性，但降低了吞吐量[10]；

而多智能体DRL算法虽然在资源分配方面表现出

色，但通信开销较大且适应性、鲁棒性仍需验

证[24]；使用双深度Q学习网络可以根据每辆车的风

险评估自适应地控制消息速率，但计算复杂度较

高[25]。尽管DRL的泛化能力被广泛探讨[26][27]，针对

DCC多参数动态调控的智能适配框架仍不完善[8]。

研究整合了传输间隔控制和功率控制的优

点[28]，改善了拥塞控制。功率控制通过在允许的情

况下降低传输功率，实现了能效通信，而传输间隔

控制在信道质量良好时优化传输速率以最大化吞吐

量。该系统提供了能效与网络效率之间的可调

平衡。

2　系统模型

在 C-V2X 通信技术中，其采用了单载波频分

多址（SC-FDMA）方式，并且可运用10 MHz或20

 MHz 的信道进行数据传输[29]。每个信道在时间和

频率这两个维度上，被分为子帧以及子信道。其

中，子帧的时长固定为1 ms，子信道带宽180 kHz，

一个包含一个子信道的子帧为一个资源块（RB,Re‐

source Block）。当车辆用户设备（VUE, Vehicle 

User Equipment）在子帧 s中传递消息时，会使用N

个子信道来完成这一过程，其中 N 的取值范围为

{1,2,…,n}，s表示子帧的索引。值得注意的是，一

个消息所能承载的 RB 数量会受到消息大小以及调

制与编码方案（MCS）索引的影响，因而N也会随

之相应地做出调整。在本研究的设定下，N会根据

VUE 数量与可用的资源数量取范围内的最大值。

在此基础上，VUE会自主地选择资源，并使用基

于感知的半持续调度策略（SB-SPS,Sensing-Based 

Semi-Persistent Scheduling）[9]的改进算法即车辆密

度 驱 动 的 自 适 应 资 源 预 留 （VD-ARR, Vehicle 

Density-driven Adaptive Resource Reservation）引导

的双深度 Q 网络 （VG-DDQN, VD-ARR Guided 

Double Deep Q-Network）[30]资源分配方案来进行资

源选择。VG-DDQN将VD-ARR理论分析确定的参

数调整空间映射为强化学习的动作空间，通过双深

度Q网络学习最优的重选计数器与重选概率的参数

组合策略，在高密度场景下实现更优的通信质量。

假设车辆网络由M个VUE组成，VUE的集合

为{1,2,…,M}，在子帧 s的第n个子信道上计算第m

个VUE到第d个VUE的信噪比（SINR）为：

γ(m,d ) [ s,n ] =
δm [ s,n ] C(m,d ) [ s,n ]

σ 2 + Id [ s,n ]
(1)

其中，δm [ s,n ] 是二进制指示器，如果子帧 s的第 n

个子信道由VUE m占用，则其值为1，否则为0。

其中：

Cm,d [ s,n ] =
Pm ⋅ Gt ⋅ Gr ⋅ S

PL(m,d )

(2)

公式表示VUE d检测到VUE m的功率，式中

Pm是第m个VUE在RB上的发射功率，Gr是接收

增益，Gt 是发射增益，S是阴影系数，PL(m,d)表示

VUE d到VUE m的包括路径损耗和阴影衰落的衰

落效应，包含 LOS（Line of Sight）衰落与 NLOS

（Non Line of Sight）衰落。其中 LOS 衰落表达

式为：

PLLOS = 40.0 log10 (d(m,d ) ) + 27.0 + 20.0 log10 ( fc )(3)

而NLOS衰落表达式为：

PLNLOS = (44.9 - 6.55 log10 (hMS ) ) log10 (d(m,d ) )

+ 5.83 log10 (hMS ) + 18.38 + 23 log10 ( fc )
(4)

式中，hMS 表示天线高度，d(m,d)表示VUE d到VUE 

m的距离，fc表示中心频率，而σ 2则表示RB上的噪

声功率。

Id [ s,n ] = ∑
w ∈ W,w ≠ m

∑
g ∈ N

δW [ s,g ] KIBE [ s,g ] C(w,d ) [ s,g ](5)

式（5）计算了在相同子帧上进行传输的VUE

所造成的干扰。在式中，W 是占用同一子帧的

VUE 集合，KIBE[s,g]是带内发射系数，使用研究

[31]中的方法确定；当 g=n时其值为 1，否则具有

较低的值。数据包传输率（PDR）定义为成功接收

的数据包与发送方发送的总数据包数的比值；因

此，第m个VUE使用子帧 s的第n个子信道的PDR

记为Qm [ s,n ]，表达式为：
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Qm [ s,n ] =
∑
d ∈ ς
ψ(m,d ) [ s,n ]

∑
d ∈ η
ϕ(m,d ) [ s,n ]

(6)

其中，ϕ( )m,d [ s,n ]是VUE m发送到VUEη的数据包，

ψ( )m,d [ s,n ]意为VUEς成功接收的数据包，而 η和 ς

分别构成位于第m个VUE通信范围内的VUE集合

以及成功接收数据包的VUE集合。

3　模型与算法

3.1　问题模型

随着车辆密度增加，数据包传输率（PDR）下

降。本研究旨在高车辆密度和噪声环境中，通过控

制数据包传输间隔和发送功率，找到最优传输参数

以最大化车辆用户设备（VUEs）的平均PDR(记作

ζaver)。问题模型如下:

P1: max ζaver =
∑
m ∈ M
∑
d ∈ ς
ψm,d [ s,n ]

∑
m ∈ M
∑
d ∈ η
ϕm,d [ s,n ]

C1:tITT ∈ ( t1,t2 ),pTx ∈ ( p1,p2 ),

C2:∑
n ∈ N

δm [ s,n ] ≤ ê
ë
êêêê

ú
û
úúúú

50tITT - Nfe

M
,δm [ s,n ] ∈ Z,m ∈ M,

C3:ζaver ≥ ζt arg et

(7)

其中，M是VUE 的集合，是目标 PDR，ψ是每个

VUE接收到的数据包，ϕ代表发送的数据包，tITT表

示发信时间间隔，pTx 表示发信功率，δm 表示第m

个VUE选择的子信道数。约束条件C1限制VUEs

的传输时间和发射功率，防止超出实际应用范围，

避免算法性能依赖超出范围的参数增长。C2规定

每个VUE选择的子信道小于等于可用资源所能承

受的最大值，这会引发多节点信道选择的组合问

题。C3要求平均PDR不低于目标值。由于时间和

功率的互补性，存在多个局部最优解。这些因素使

得使用传统方法解决P1问题具有挑战性。

3.2　提出的算法

为解决上述拥塞问题，基于行动受限深度强化

学习（AC-DRL）本研究提出了单层和双层架构的

DCC算法。算法基于深度Q网络（DQN），采用集

中训练，分布式部署模式。由于DQN面对高维动

作和状态信息时会遇到困难，故基于简化多个通信

参数的思想，为了实现多参数的联合调控，提出的

算法将行动域划分为多个子行动域，并通过在不同

环境下选择相应的子行动域输出，来实现通信参数

的动态调整，以提高通信质量。

在所提出的算法中，研究人员将传输功率与间

隔时间形成的二维有限平面平均划分为大小相同的

行动区域。在单层算法架构与双层算法架构的第一

层模型中，划分数设置为 4x4；在双层算法架构的

第二层模型中，划分数设置为3x3。

3.2.1　基于单层AC-DRL的DCC算法架构

图 1展示了一种基于行动受限的单层 DRL 模

型的 DCC 算法架构，其中集中控制器作为代理，

耦合一个 DQN 并进行学习。DQN由主网络、目标

网络和回放缓存组成，主网络使用包含 50个神经

元的三个全连接层构成的深度神经网络近似状态-

动作对的Q值Q ( s,a ; θ )，并通过最小化损失函数

L (θ ) = E [ ( yi - Q ( s,a ; θ ) )2 ]更新网络权重θ。目标

网络与主网络有着相同的结构，用于计算目标值

yi = rj + γmaxa'Q̂ ( s',a' ; θ- )，其中 γ 是折扣因子，

Q̂ ( s',a' ; θ- )表示目标网络的Q值，其权重为 θ-。回

放缓存负责存储经验 ( st,at,rt,st + 1 )，并在每一步随

机抽取小批量经验来确定目标值 yi。行动域被划分

为多个子行动域，每次行动网络会选择一个子行动

域输出，动作at是选取的子行动域中的一个点的映

射。在 DQN 中，使用回放缓存和独立的目标网络

可以稳定学习并提高性能[32]。

模型采用含有三层隐藏层的全连接神经网络，

如图 2 所示，网络采用后向传播更新参数并采用

ReLU激活函数。后向传播通过自动求导机制计算

损失函数关于网络参数的梯度，所求得的梯度数据

随后被优化器用于更新网络参数，整个过程从

后层至前层逐层进行。ReLU激活函数的表达式为

图1　基于行动受限的单层 DRL 模型的 DCC 算法架构
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y = max { 0,x }，它在全连接网络中具有较高的计

算效率，并且由于其线性特性，在正区间内不会出

现梯度饱和，因此可以有效缓解梯度消失问题。

DRL模型的基本参数如下：代理代理：：设置一个可

以收集环境中所有VUE节点信息的集中控制器作

为代理。状态状态：：在时间步 t时，环境中的平均VUE

节点数目与 PDR运算得到的向量定义为模型的状

态输入，一般来说，环境中的平均VUE节点数目

直接影响了当前环境的拥塞水平，而 PDR则直接

反映了拥塞状况。动作动作：：本研究算法采用数据包传

输间隔以及发射功率控制。算法的动作域由时间轴

和功率轴构成，每个具体动作对应平面上的一个

点。模型在平面上的限域动作集合可表示为域A =

{( t,ptx )|t1 ≤ t ≤ t2,p1 ≤ ptx ≤ p2 }的有限子集 A1、A2、

A3……形成的集合，模型选择动作An 时，算法则从

其中选择一个点作为动作输出。其中∪Ai ⊆ A
Ai =

A, i = 1, 2, ⋯,16。奖励奖励：：所提出的DCC旨在提高平

均 PDR，协议要求 PDR 不低于 0.85。奖励定义为

rt = -α (ζtag - ζ ) + β ( t0 - t ) + λ ( p0 - p ) 其中 -α (ζtag -

ζ ) 表示 PDR条件，ζtag = 0.85而 ζ表示环境反馈的

PDR值。如果仅使用PDR作为奖励，VUEs会过度

增加发信时间间隔和发送功率以增加PDR。为了解

决这个问题，我们在奖励中添加了时间与功率负反

馈条件。而α、β、λ则表示每一项的权重系数。

3.2.2　基于双层AC-DRL的DCC算法架构

图3展示了所提出的基于行为受限的双层DRL

模型的DCC算法的架构。双层模型相当于将两个

单层模型复合而来，第一层模型的状态与奖励直接

从环境中获取，与单层模型算法相同，但其输出则

不直接作用于环境，而是作为第二层模型的状态变

量输入到第二层，第二层模型再将第一层所选择的

行为域均匀划分为3x3个大小相同的子行为域，然

图2　DRL的全连接网络层结构

图3　基于行为受限的双层DRL模型的DCC算法架构
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后依据第一层模型的动作确定子行为域，并确定具

体的行为点，即当第一层模型从行为域A中选择动

作An输出时，第二层模型首先将其划分为3x3个大

小相同的子行为域，再从中选择动作Ani 输出，其

中∪Ani ⊆ An
Ani = An, i = 1, 2,⋯ ,9。双层架构的两层

模型共享同样的奖励，且与单层模型相同。

事实上，AC-DRL 算法并不局限于单双层架

构，可以增加网络的复合层数，但高层的网络一般

对应着更多的需要优化的参数，故本文只考虑单层

与双层的网络架构模型。

表 1描述了基于行为受限DRL模型的DCC训

练算法。首先初始化重放缓存、Q函数和目标Q函

数，并设置第一层模型的行为域。每个训练回合

中，算法通过双层模型选择动作：第一层模型随机

或基于Q值选择动作，生成第二层模型的动作域；

第二层模型同样随机或基于Q值选择动作。选定动

作用于广播数据包，算法记录奖励和状态转移。经

验存储在缓冲区中，用于训练。算法优化损失函数

更新Q函数权重，并定期更新目标网络以稳定学

习。研究关注集中式训练与分布式执行方法[33]。训

练阶段，集中控制器利用集中式信息训练 DQN；

测试阶段，各分布式节点使用训练好的DQN选择

动作。仿真结果在测试阶段获得，测试阶段使用在

线进行网络环境测试。

3.3　算法复杂度及适应性分析

研究以梯度更新浮点运算次数 （FLOPs，

Floating Point Operations per Second）衡量算法计算

复杂度,以经验回放存储需求衡量空间复杂度。并

基于车规级芯片NVIDIA DRIVE AGX Xavier的性

能计算算法理论上的训练功耗以及推理时延。研究

对比单层与双层AC-DRL网络以及传统DRL的相

关性能，各网络均采用相同的行动域。

图 4 与图 5 展示了两种深度强化学习算法

（AC-DQN 与传统DQN）在算法复杂度与能效方面

的对比分析结果。从算法复杂度看，单层AC-DQN

的梯度更新FLOPs仅为322万，经验回放存储仅需

30.86  MB，显著低于传统 DQN（572 万 FLOPs，

64.72 MB存储），体现出更优的轻量化特性。在运

行时性能方面，单层AC-DQN的推理时延仅为8.91

表1　基于双层AC-DRL的DCC训练算法流程

算法1 基于双层AC-DRL的DCC训练算法

1:

2:

3:

4:

5:

6:

7:

8:

9:

10:

11:

12:

13:

14:

15:

16:

17:

18:

19:

20:

21:

22:

23:

24:

25:

26:

27:

初始化两个容量为N的经验回放池E

用随机权重θ1、θ2分别初始化两个Q网络

用相同权重初始化两个目标Q网络：θ1
- = θ1,θ2

- = θ2

把第一层模型的“行为域”划分为4×4网格

for episode = 1, M do

for time step = 1, T do

if step == 1 then set tITT = 100 ms,pTx = 23 dBm

end if

以概率 ε随机选择第一层动作a1;

否则按a1 = arg maxa1Q1 ( s1t,a1,θ1 )贪婪选取动作

依据a1生成第二层模型的“行为域”划分

以概率 ε随机选择第二层动作a2;

否则按a2 = arg maxa3Q2 ( s2t,a2,θ2 )贪婪选取

由 a2对应的子行为域内随机取一个行为 at = ( tITT,pTx ) 广播

数据包

观测下一状态 s1t + 1和 s2t + 1及即时奖励 rt

将经验数据( s1t,a1t,rt,s1t + 1 )存入E1;

将经验数据( s2t,a2t,rt,s2t + 1 )存入E2;

从E1随机选取小批量经验数据

计算目标 y1j = rj + γmaxa1'Q̂1 ( s1',a1' ; θ1
- )

从E2随机选取小批量经验数据

计算目标 y2j = rj + γmaxa2'Q̂2 ( s2',a2' ; θ2
- )

用L1 (θ1 )优化并更新主网络权重θ1

用L2 (θ2 )优化并更新主网络权重θ2

每C步使用θ1
- = θ1更新目标网络 Q̂1

每C步使用θ2
- = θ2更新目标网络 Q̂2

end for

end for

（a）　 （b）　

图4　算法复杂度分析: （（a））为空间复杂度（（b））为计算复杂度

（a）　 （b）　

图5　时延与功耗分析:（（a））为算法功耗（（b））为算法推理时延
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微秒，训练功耗仅为5.16×10⁻⁵J，均比传统DQN降

低 40% 以上；双层 AC-DQN 虽然计算开销加倍

（FLOPs 631 万，存储 61.72  MB），但其与传统

DQN 相比并无太大劣势。综合分析表明，单层

AC-DQN在计算效率、内存占用、推理速度与能耗

控制方面均显著优于传统DQN，尤其适用于对实

时性与能效要求严格的边缘部署场景。而双层AC-

DQN适用于资源充足的场景。

数据表明，单层与双层 AC-DQN 在车规级芯

片上具有较低的功耗和延迟，能够满足车载系统对

实时性和能效的严格要求，适合应用于自动驾驶和

智能交通等场景。

对于 AC-DQN 的三层及以上的复合架构，其

算法复杂度的增加与模型网络结构相关。若一个三

层AC-DQN由双层AC-DQN重复第二层模型而来，

则由图3分析可得，其计算复杂度较双层架构将增

加约 3.1MFLOPs，空间复杂度较之将增加约 30  

MB。同时，由于多层复合架构涉及对子行为域的

进一步划分，故一个训练良好的多层模型会较低层

模型具有更好的算法稳定性，但受限于其多层网络

复合的结构，训练一个良好模型的难度也会增加。

故多层复合的AC-DQN架构只适用于需要多参数

联合优化或需要较高稳定性，且相应资源充足的

场景。

通过对 AC-DQN 算法复杂度的计算分析可知

（图 3），在满足通信时延约束的前提下，双层AC-

DQN 所需计算能力约为 15–20 TOPS，单层 AC-

DQN所需算力约为其一半，而三层及以上的AC-

DQN则需要超过 30 TOPS的算力。鉴于车规级芯

片在实际运行中通常不会处于满载状态，其工作负

载一般维持在30%–70%之间，因此双层AC-DQN

算法实际所需的等效算力约为 30 TOPS。相应地，

单层与多层结构在实际部署时所需算力将依据具体

负载情况进一步减少或增加。

4　性能评估

在C-V2X通信系统中，系统性能受到多方面

因素的共同影响，这些因素包含物理层和通信协议

等多个层面。物理层方面主要包括信道衰落、多普

勒频移、非视距传播以及各类干扰等[1][5]；通信协

议方面则涉及 MCS 指数选择、数据包发送频率、

发射功率控制及资源调度算法等[22][28]。这些因素之

间存在复杂的相互关联与作用，难以同时全面考察

所有变量对系统性能的影响。

因此，本研究主要聚焦于数据包发送间隔与发

射功率这两个关键参数，探讨它们对系统相关性能

的具体影响，并在一定程度上分析讨论收发增益，

以及MCS选择对系统的影响。

本研究聚焦于一个由M个VUEs构成的蜂窝车

对万物网络，该网络中的VUEs依据密度 p的一维

泊松点过程[7][8]分布在3公里长、三车道的高速公路

上，平均时速为 60 km /h，抵达终点后会循环返回

相反方向，每辆车的感知范围设置为 150 m[34]，通

信噪声为 20 dB。VUEs 通过车对车（V2V）侧链

路通信广播协作感知消息（CAMs），采用10  MHz

带宽的单载波频分多址（SC-FDMA）技术，依据

SB-SPS策略[8]自主选择无线资源。

研究使用 LTEV2Vsim[35]模拟器对上述场景进

行仿真，仿真参数如表2所示。本研究以每链路吞

吐量（PLT）作为性能指标来评估拥塞控制性能，

PLT 是指 VUE 从邻近 VUE 接收的数据量与所有

V2V对的平均值，它受数据包传输率和碰撞导致的

数据包丢失的影响，能反映通信的延迟和可靠性。

4.1　基于AC-DRL模型的DCC性能分析

研究对比了AC-DRL模型Reward的各项组成

部分在不同权重下的相应性能，同时与应用ETSI-

DCC模型以及无DCC模型的情形进行了对比分析。

如图 6和图 7所示，双层AC-DRL模型相较于

无 DCC 模型显著提升了 PDR 性能，而单层 AC-

表2　车联网仿真参数

参数

车辆平均速度

交通密度

载波频率

信道带宽

传播模型

数据包大小

发射增益Gt

接收增益Gr

天线高度

LOS标准差

NLOS标准差

调制编码方案

RSRP门限

车辆速度标准差

参数设置

60 km/h

200–400 veh/km

5.9 GHz

10 MHz

Winner+B1

300 Byte

3 dB

3 dB

1.5 m

3 dB

4 dB

MCS5

‑128 dBm

10 km/h
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DRL模型在选取较优的权重参数的前提下，同样提

升了 PDR性能。在节点密度为 200 veh/km时，双

层 AC-DRL 模型在最优配置（α = 1、β = 0.5、λ =

1）下将PDR提升至0.95以上，为后续密度增加留

出充足余地，而其他配置下模型的PDR明显较低。

在 300veh/km 的节点密度下，无 DCC 模型的 PDR

降至 0.80 以下，而双层 AC-DRL 模型保持 PDR 在

0.90以上。在400veh/km的极端高密度下，无DCC

模型的 PDR 降至 0.75 以下，而双层 AC-DRL 模型

的最优配置进一步将PDR提升至0.95，显著延缓了

网络饱和。

同时，对比单双层AC-DRL模型的性能表现可

得出，当环境中的节点密度发生变化时，相较于单

层模型，双层AC-DRL模型在稳定性方面具有更优

异的性能。

就PLT性能而言，如图 8和图 9所示，单层和

双层 AC-DRL 模型同样展现出优越性能。在

200veh/km时，双层AC-DRL模型在最优配置下保

持PLT接近470Byte/s，而无DCC模型的PLT较低。

在300veh/km时，无DCC模型的PLT显著降低，而

双层 AC-DRL 模型将 PLT 保持在 420 Byte/s 以上。

在400veh/km的极端高密度下，无DCC模型的PLT

降至 360 Byte/s以下，而双层AC-DRL模型的最优

配置保持PLT在460Byte/s左右。

参数敏感性分析表明，将β从0.5增加到1.0会

使 PDR降低约 4个百分点，而 λ的变化影响不到 2

个百分点，表明 β（时间惩罚）是主要因素。即使

在强烈的双重维度惩罚条件下，双层AC-DRL模型

的 PDR 性能仍比无 DCC 模型高出 10 个百分点以

上，当密度超过 250 veh/km时，PLT性能也更高，

证明分层约束结构本身带来了相当大的增益。

总体而言，双层 AC-DRL 模型在最优配置

（α = 1、β = 0.5、λ = 1）下，在 200-400 veh/km的

全密度范围内实现了PDR≥0.9和PLT衰减<5%，与

图6　单层AC-DRL模型的PDR性能

图7　双层AC-DRL模型的PDR性能

图8　单层AC-DRL模型的PLT性能

图9　双层AC-DRL模型的PLT性能
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无DCC模型相比实现了 10%-20%的提升，为高密

度网络环境提供了实用的性能边界和参数基准。

4.2　AC-DRL模型与已有算法性能对比

研究对比了单层与双层 AC-DRL 模型的最优

Reward配置α = 1、β = 0.5、λ = 1与文献[6]中的算

法性能，同时与无DCC模型的情形进行了对比分

析。文献[6]使用了传统的DQN网络对包生成时间

进行控制，从而实现了PDR性能上的提升。

如图 10所示，单层和双层AC-DRL模型与无

DCC 模型和文献[6]中的算法对比，显著提升了

PDR性能。在节点密度为200 veh/km时，双层AC-

DRL模型将PDR提升至 0.95以上，而无DCC模型

与对比算法的 PDR明显较低。在 300 veh/km的节

点密度下，无DCC模型的PDR降至 0.80以下，对

比算法将 PDR 维持在 0.85 左右，而 AC-DRL 模型

保持 PDR在 0.90以上。在 400 veh/km的极端高密

度下，无DCC模型的PDR降至 0.75以下，对比算

法将 PDR 维持在 0.80 左右，而 AC-DRL 模型将

PDR提升至0.85以上，显著缓和了通信拥塞。

就PLT性能而言，如图11所示，AC-DRL模型

同样展现出优越性能。在 200veh/km时，AC-DRL

模型保持 PLT接近 470Byte/s，而无DCC模型与对

比算法的PLT较低。在300veh/km时，无DCC模型

与对比算法的 PLT 显著降低，而 AC-DRL 模型将

PLT保持在400 Byte/s以上。在400veh/km的极端高

密度下，无 DCC 模型的 PLT 降至 350 Byte/s，而

AC-DRL模型保持PLT至少在约400 Byte/s。

总体而言，AC-DRL模型在 200-400 veh/km的

全密度范围内实现了 PDR≥0.85和 PLT衰减<10%，

与对比算法相比实现了 10%-15%的同步提升，表

明了AC-DRL模型的优异性能。

4.3　收发增益及MCS对系统性能的影响

研究在节点密度为200  veh/km的典型场景下，

系统考察了收发增益与调制编码方案（MCS）对系

统性能的耦合影响。除所关注的关键参数外，其余

仿真参数均与表2保持一致。研究选取分组投递率

（PDR）与每链路吞吐量（PLT）作为核心评估指

标，以量化分析信道条件与MCS配置对通信性能

的影响机理。研究对比分析了最优参数配置下

（α = 1、β = 0.5、λ = 1）的双层AC-DRL模型、文

献[6]所提DCC算法及无DCC基准的性能差异。

图10　PDR性能对比

图11　PLT性能对比 图 12　不同发送-接收增益对模型 PDR性能影响，（a）为无文献[6]

DCC与无DCC情形，（b）为使用双层AC-DRL与无DCC情形。

图 13　不同发送-接收增益对模型 PLT性能影响，（a）为无文献[6]

DCC与无DCC情形，（b）为使用双层AC-DRL与无DCC情形。
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图 12与图 13分别表征了在不同发射增益与接

收增益配置下，系统分组投递率（PDR）与每链路

吞吐量（PLT）的性能演化规律。其中，图12（a）

与图 13（a）对比了基准 DCC 算法与无拥塞控制

（No-DCC）策略的性能差异，而图12（b）与图13

（b）则评估了所提双层 AC-DRL 策略相对于无

DCC基准的优化效果。

具体而言，图12（a）显示，基准DCC算法的

PDR性能曲面显著高于无DCC策略的曲面，且图

像表明 PDR与收发增益之间呈现非线性正相关关

系；尽管对比算法对收发增益衰减导致的性能劣化

具有一定补偿效应，但其改善幅度有限。反观图12

（b），双层AC-DRL策略将PDR峰值提升至近0.98，

且在全测试场景下较无DCC基准实现超过 30%的

相对增益；且该策略对收发增益波动表现出强鲁棒

性，可有效抑制增益衰减对PDR的负面影响。

图13进一步揭示了吞吐量性能的差异化特征。

如图13（a）所示，无DCC策略的PLT曲面上界高

于基准DCC算法，表明后者以牺牲部分吞吐量为

代价换取可靠性提升，且两种策略均呈现随增益递

减而性能同步恶化的趋势。与之形成对比的是，图

13（b）中AC-DRL策略有效缓解了增益衰减导致

的吞吐量下降，显著提升了PLT性能的稳定性，几

乎消除了收发增益变化对链路吞吐量的影响。

综合结果表明，系统性能与收发增益呈显著正

相关，且发射增益与接收增益对系统性能的贡献度

具有对称性。尽管AC-DRL策略可有效抑制增益衰

减带来的性能劣化，但在极端低增益条件下仍无法

完全消除其负面影响。此外，该策略通过自适应参

数协调机制，在显著提升分组投递率的同时有效稳

定了每链路吞吐量，全面验证了其在无线通信系统

性能优化中的有效性与优越性。

图14与图15展示了系统性能随MCS的变化情

况，随着MCS值的增加，系统的 PDR性能与 PLT

性能均呈现出下降的趋势，这表明较高的MCS值

可能导致更复杂的信号调制，从而影响信号的检测

性能。

然而，双层 AC-DQN 网络的分布式拥塞控制

机制在动态信道环境下展现出优异的性能，实验结

果表明该方案成功突破了车载自组织网络中传统的

性能-可靠性权衡范式，实现了吞吐量与分组投递

率的同步提升。

具体而言，相较于无控制基准，双层AC-DQN

在MCS 4-12范围内将平均吞吐量提升12.61%的同

时，将分组投递率提高 12.66个百分点，严格优于

其他对比方案。相比之下，文献[6]所采用的DCC

策略呈现出典型的过度拥塞控制特征，虽然通过保

守的退避机制将可靠性提升7.63%，但却导致吞吐

量下降 11.44%，使得综合数据投递能力反而低于

无控制状态，暴露出信道资源利用率不足的缺陷。

在环境适应性方面，随着调制编码方案从低阶

向高阶演进，双层AC-DQN表现出卓越的鲁棒性，

其吞吐量与可靠性衰减率分别仅为 1.53%和 1.72%

每MCS等级，显著优于对比方案，这得益于其通

过持续环境交互学习到的风险感知型传输策略；而

文献[6]DCC在高阶调制场景下性能衰减高达3.06%

每MCS等级，难以适应链路质量的动态变化。

5　结论

本文围绕蜂窝车联网（C-V2X）在高动态交通

图14　不同MCS对模型PDR性能影响

图15　不同MCS对模型PLT性能影响
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环境下分布式拥塞控制（DCC）所面临的适应性不

足与多参数耦合优化难题，提出并验证了一种基于

动作约束深度Q网络（AC-DQN）的自适应控制框

架，通过构建以最大化数据包传输率（PDR）为目

标、兼顾功率与频谱资源限制的优化模型，首次将

动作空间约束机制引入深度强化学习，以“子域逐

层精确”的分层策略有效缓解高维连续空间探索效

率低、收敛慢的固有缺陷，并在LTEV2Vsim仿真

环境中系统评估了单层与双层架构在典型高速公路

场景下的性能表现，结果显示双层AC-DRL模型在

PDR 上较无 DCC 情形平均提升约 10%–20%，与

对比算法相比实现了 10%-15%的同步提升，每链

路吞吐量（PLT）在稳定性与持续性方面亦显著优

于单层模型与对比算法，从而证实该框架具备优异

的环境适应性与可扩展性。

未来工作将进一步结合自适应奖励策略以动态

匹配不同交通密度下的QoS需求，探索去中心化多

智能体强化学习、图神经网络与联邦学习在降低节

点间通信开销的同时实现高协同分布式控制的方

法，并拓展至跨层联合优化框架，融合毫米波、非

正交多址（NOMA）及智能反射面（RIS）等新兴

无线技术，同时在真实车联测试场与城市路网中开

展原型部署与实验验证，以全面评估信道衰落、拓

扑动态变化及节点失效等复杂因素对算法鲁棒性的

影响，从而推动智能通信技术在车联网领域的进一

步发展，助力构建安全、高效、可持续的未来智能

交通系统。
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